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SACH

* Hrdcisa striedaju (turn-based)
« Tah =posun 1 figrky

* Jeto instantnd akcia

* Deterministickost
* Odhadstavového priestoru =10°°

* Hraciaplocha odhalena

¢ Ciel: Sach mat
* Dosiahnutie ciela

* Predvidat ¢o najviac vopred
,Prelstit“ supera

RTS

Hrdciidu naraz (real-time)

Tah = posun jednotky, Gtok na ciel, vyroba
jednotky, postavit budovu, ...

Nie su to vzdy instantné akcie, trvaju urcity cas
Nedeterministickost
Spodny odhad = 10168

Odhalené iba malé Casti hracej plochy okolo
vlastnych jednotiek a budov

Ciel: znicit vSetky budovy protivnika
Dosiahnutie ciela — princip 4X

eXplore — prieskum

eXpand —rozSirovanie Uzemia a vplyvu
eXploit —vyuzivanie surovin
eXterminate — znicenie protivnika




L4 N4

SPOLOCNE CRTY

e 1vl

* Sutaze, turnaje, ratingy

* RoOzneurovne hracdov—od amatérskych az po expertov

* Zname, dobre zdokumentované stratégie

* Neexistencia jednej univerzalnej, neporazitelnej stratégie

* Moznost ucit sa z minulosti od tych najlepsich a tak sa zlepsSovat

* Nutna nielen teoreticka znalost pravidiel a stratégii, treba aj vela trénovat

* Moznost skorsieho ukoncenia hry




ZACIATOCNA POZICIA
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*  Fixny pocet a typ figurok * Fixny pocet budov a jednotiek

* Suroviny




PRIEBEH HRY

Pocas hry mozZu pribudat nové jednotky a budovy

* Pocas hry nemodze pribudnut nova figurka

* Ale mdze sazmenit typ figurky A tieZ sa mozu menit ich typy

Priebeh = sekvencia snimok (,,frames”)



PRIESKUM

Doposial nenavstivené lokality

UZ navstivené lokality, ale momentalne
bez nasej prezencie




* Jedna figurka zautoci

* Jedna figurka ubudne

* Mnoizstvo jednotiek Utociv tom istom Case

*  Mnoistvo objektov ubudne



ZAZNAM HRY

1.e4 e52. Nf3Nc63.Bc4Bc54.b4 Bb4 5.c3
Ba56.d4 ed47.0-0d38.Qb3Qf69.e5Qgb
10.Rel Nge7 11.Ba3 b5 12. Qb5 Rb8 13. Qa4

Bb6 14. Nbd2 Bb7 15. Ne4 Qf5 16. Bd3 Qh5 17.

Nf6 gf6 18. ef6 Rg8 19. Rad1 Qf3 20. Re7 Ne7
21.Qd7 Kd7 22. Bf5 Ke8 23. Bd7 Kf8 24. Be7#

Subor so Specifickym formatom
Zoznam akcii hracov

Timestamp — kedy

Oznacenie— kto

Prikazy —c¢o
VyuZitie zaznamu

Spatné prehratie video zaznamu
Spracovanie a analyza udajov




VYZVY PRE Al V RTS

Obrovsky stavovy priestor —klasické metddy nemézu fungovat
* Vysporiadanie sas neuplnymiinformaciami

*  Nutné robit neinformované rozhodnutia
*  Kompenzacia— prieskum, skusenosti
* Dlhodobé planovanie (makromanazment)

* Kratkodobé planovanie (mikromanazment)
* Ucenie sa

* Pred, pocas, medzizapasmi

*  Ako vyuzit rozsiahlu znalostnu bazu?

*  Ako vyuzit znalost konkrétnych protivnikov?
* Spatial reasoning — ,,cit” pre priestor

* Temporal reasoning —,,cit” pre ¢as




TYPICKA ARCHITEKTURA

* Dekompozicia na mensie ulohy — moduly

» Stratégia —globalna, vyssia Uroven, dlhodobé ciele

* Taktika— lokdlna, nizsia Uroven, kratkodobé ciele, pre naplnenie dlhodobych ciefov
*  Prieskum

* Analyza mapy

znalost mapy ¢ znalost supera

stratégia

taktika prieskum




https://certicky.github.io/files/publications/Starcraft-Al-ToG-2018.pdf

SUCASNE TECHNIKY (2018 UPDATE)

Rules —rule-based system Agent Created | Rules | ML | HS 10 | SIM
ML —machine learning CherryPi 2017
HS — heuristic search Cpac 2017
|0 —vyuZitie I/O suborov ForceBot 2017
pre ucenie Iron 2016
SIM —simulacie pocas hry KillAll 2017
KrasiObot 2010
LetaBot 2014
McRave 2017
MegaBot 2016
PurpleWave 2017
StarcraftGP 2015

Steamhammer 2016

Tscmoo 2015
UAlbertaBot 2010
Z77Kbot 2015 :




https://certicky.github.io/files/publications/Starcraft-Al-ToG-2018.pdf

POROVNANIE TECHNIK

Turnaj pri konferencii AIIDE 2017

3 najuspesnejSie agenty
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NASE AGENTY

Rules - rule-based system Agent Created |Rules | ML | HS | 10 | SIM
ML —machine learning KasoBot 2020

HS — heuristic search DTDBot 2020

IO —vyuz. suborov pre u€enie NuiBot 2020

SIM —simulacie

e Zameranéna 'u__lirjah:'StSL'perrEi,x'
«  Stratégiu /

*  Prieskum

* Zaostavajuv stratégia

*  Taktike

taktika

prieskum




AGENT 1 - KASO

Hlavné myslienky

*  SkusmevyuZit rozsiahly dataset zaznamov hier
*  Automaticky identifikovat a ,,odkukat” najc¢astejSie pouzZivané stratégie
«  Statisticky vyhodnotit vzajomnu Gspesnost stratégi

e Ciel

Agent bude schopny emulovat a nasadit Statisticky vyhodné stratégie

e Téza

Agent s uvedenymivlastnostami by mohol byt konkurencieschopny

*  Pouzité metdédy

* Unsupervised learning (ucenie bez ucitela)

Clustering




DATASET

* STARDATA

* Tim Facebook, 2017
* arXiv:1708.02139v1
* Spolu 65646 zaznamov

*  Train 90%, validation 5%, test 5%
* Pouzitych16713




AGENT 1 - KASO

krit. pre stratégie

krit. pre dspesnost

dataset

h

spracovanie ddajov

b J

Zhlukovanie

Definovanie stratégie v kontexte dostupnych dat

* = Poradie postavenych budov
* = Pocetnost postavenych budov
* = Pocetnost vyrobenych jednotiek

Kritérium pre hodnotenie Uspesnosti

e = |dentifikovanie vitaza

Vyber kritérii pre zhlukovanie

* = Konkrétne objekty
Algoritmus: K-Means
Implementacia stratégii

Y

Y

wsledky
Etatistiky

agent
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0 1126|6.50/3.73|2.98|8.48|5.25(1.38(3.14|7.77| |3.30/3.05|1.75/3.63|7.93|7.48|7.92

12660(2.14/8.92(1.17(7.07|2.89|3.88/5.39|5.73 1.04|7.98(7.96(2.64|7.59(2.70(5.24
2 1063/1.78/9.00|3.27|9.00|4.02|9.00/9.00|9.00 1.16|8.00(8.00|8.00(8.00|2.75(4.36
3 792|8.63|8.99|7.15|9.00|8.65|8.27|8.93/9.00 1.38(7.69|8.00|7.98(8.00(8.00|8.00
4 683/1.48|8.89|7.70/6.75(3.79|2.08/5.03|5.39 1.06|7.16(7.92|4.20(7.70|2.70(4.42
5 423|5.44|8.73|7.15|5.19|6.42|1.08|7.52|2.20 1.63(3.59(7.92(7.98(2.76(4.94(7.52
6 1134|2.44|8.60|1.16|7.00|12.99|3.70|5.49|5.66 1.16(2.71|(7.68(4.18(7.59(3.32(5.23
7 1339/2.20|8.87|1.25|7.66(2.85|3.85|8.00|6.37 1.03|7.91|7.98|8.00(7.55|2.21|5.15
8 583|5.16|8.30|5.46|4.77|5.79|1.08|4.49|2.38 1.27/4.64(7.83(2.79(4.85(3.36(7.13
9 428/7.90/4.73|5.39|5.12(6.70{1.07|3.50|2.61 3.62|2.96|1.58(3.87|5.78(7.76|7.98

* Stratégie

0 1 2 3 4 5 6 7 8 9
72.22/67.50| 50.00(65.43|48.14|50.00{31.71|37.04|51.04| 65.00
63.65/79.17|100.00(67.35|70.27|55.84|75.00(28.06|71.43| 100.00
14.29/20.00| 74.07|25.00\37.74| 7.81|29.72| 0.00|63.04| 64.14
50.00| 0.00| 47.15/16.67|/50.00| 0.00/10.53|50.00| 0.00| 28.04
47.45/61.11| 82.35/50.00/46.88|34.02/46.03|13.33|82.76| 79.31
46.15|54.43| 81.48|45.76|31.58|28.57|25.00| 0.00|62.92| 78.26
60.81|44.44|100.00|60.00|50.00|65.00(40.00|21.71|58.33| 50.00
64.71/75.65| 75.00(32.09/62.50{41.70/61.82|44.05|75.00| 81.08
59.76|56.25|100.00|62.35|55.36|50.63|50.00|25.93|57.97| 60.00
52.63|38.24|100.00|48.28|48.95|60.00|26.92| 25.00|58.00{ 100.00

» Uspe$nost stratégif
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VYSLEDKY

e SSCAIT

* Nahodny super —student/nestudent, akykolvek rating
e 89W-293L

* ELOrating 2004

* Znamka,D-“

e Offline

Iba proti 6 vybratym Studentskym rieSeniam
44W —-16L




VYSLEDKY

e BASIL Ladder

* RieSenie momentalne vyradené, nepostacujuca Uspesnost —nehladi salen na ELO, aktivnych len top 58
* Globalne umiestnenie: pozicia94zo0131

*  Max. dosiahnuty ELO: 2067

* Moinéopatovné zapojenie v pripade aktualizacie agenta

*  Technické problémy

Vyvoj ELO 20
2050
2000
1950
1900
1850

1800

Mar 8 Mar 13 Mar 18 Mar 23 Mar 28 Apr 2 Apr7 Apri2 Apri7 Apr 22 Apr 27 May 2



AGENT 1 - ZHODNOTENIE

* Vlastny, novy spdsob spracovania volne dostupného datasetu
* Ziskané velmi zaujimavé Statistiky a vysledky

* Doposial podobn3, takato podrobnd analyza tohto datasetu nie je k dispozicii

* Agentsa udrziava priblizne na vychodiskovom ELO ratingu
* Dobrekonkurujeinym Studentskym rieSeniam
* Zaostavaza najlepSiminesStudentskymi

* Potrebné omnoho viac testovat, testovalo salen 2 mesiace

*  Velmislubny pristup, dobry zaklad pre dalSiu pracu

Agent Created | Rules | ML HS 10 SIM
KasoBot 2020




AGENT 2—-DTD

* Hlavné myslienky

*  SkusmevyuZit rozsiahly dataset zaznamov hier

Skusme naucit neurénovu siet davat odporucania pre nasledujice kroky agenta
* RozSirenie existujuceho agenta o modul strojového ucenia

* Ciel

Agent bude prijimat rozhodnutia zo siete a bude schopny podla nich upravit stratégiu, nie vsak taktiku

e Téza

Agent s uvedenymivlastnostami by mohol byt konkurencieschopny

*  Pouzité metédy

Supervised learning (ucenie s ucitelom)
LSTM

Agent Created | Rules | ML HS 10 SIM
DTDBot 2020




DATASET

* STARDATA

* Tim Facebook, 2017
* arXiv:1708.02139v1
* Spolu 65646 zaznamov

*  Train 90%, validation 5%, test 5%
* Pouzitych 15920




KRITERIA PRE SPRACOVANIE

* Pripravadatdo potrebného formatu pre trénovanie
* Vstup: aktualny stav hry

* Reprezentovany ako 1-D vektor premennych reprezentujucich stav hry

*  Mnoho udajov o oboch protivnikoch

* Frekvenciavzorkovania: nepravidelne, vidy ked'je vykonana akcia ,,sledovaného” hraca
* Label: samotnd vykonand akcia za daného stavu (44 moZnosti)

¥

Y

dataset spracovanie Udajov trénovanie neurdnova siet

h 4

h 4

h 4

LAlbertaBot agent

!




MODEL

1 LSTM vrstva

Many-to-many
1 plne prepojena vrstva

Aktivacna funkcia softmax

Vstup

Vektor stavu hry v ¢asovych okamihoch
Vystup

Predikcia (odporucanie) dalSej strategickej

akcie agenta

Akcia s najvysSou vahou

Sucetvah=1

decision N
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MODEL

h

¥

Ladené hyperparametre

Pocet ,units“v LSTM vrstve
Dropout
Fixné hyperparametre

Stratova funkcia: categorical crossentropy
Optimizer: Adam
Metrika: categoricalaccuracy

Tréning

spracovanie Udajov

Y

parametre
¥

trénovanie

h

Tuning na malej podmnoZzine datasetu (500 train, 100 test)

Najlepsia top-1 presnost: 38,17 % pre 256 units a dropout 0.2

neurdnova siet

LAlbertaBot

;

Tieto hodnoty nasledne pouZité pre tréning na celom datasete, top-1 presnost: 30,75 %

Inferencia: Na zaklade stavu hry da odporucanie pre dalsiu akciu

Modul pridany do agenta UAlbertaBot




VYSLEDKY

* Spracovanavelkd podmnozZina zaznamov z pévodného datasetu
* K dispoziciije velmi detailna analyza jednotlivych zapasov, vyvoja hry

* Mozinédalsie vyuZitie




VYSLEDKY

e SSCAIT

*  Technické problémy s modulom pre strojové ucenie

e Offline

* |baproti9 vybratym Studentskym rieSeniam
« 13W-32L




AGENT 2 - ZHODNOTENIE

* Vlastny, novy spdsob spracovania volne dostupného datasetu

* Doposial podobn3, takato podrobnd analyza tohto datasetu nie je k dispozicii

* Ziskané zaujimavé poznatky

* Zrejme zvoleny prilis velky pocet prvkov vektora stavu hry
* Odporucania ¢asto nie su ,,logické”

* Agent potrebuje dodato¢ne korigovat rozhodnutia zo siete

* Potrebné omnoho viac testovat, testovalo salen priblizne 1 mesiac

*  Slubny pristup, dobry zaklad pre dalSiu pracu

Agent Created | Rules | ML HS 10 SIM
DTDBot 2020




Agent Created | Rules | ML HS 10 SIM
NuiBot 2020

AGENT 3 —NUI

Hlavné myslienky

* Skusmesa pozriet nasucasné najuspesnejsie agenty a ucit sa od nich

* Identifikovat ich najcastejSie stratégie

*  Pripravit kontra-stratégie pomocou zostavenia sady pravidiel

* Postupnesivytvarat a aktualizovat modely superov, proti ktorym sa postavime

e Ciel

Agent bude schopny identifikovat model supera a vybrat vhodnu kontra-stratégiu

e Téza

Agent s uvedenymivlastnostami by mohol byt konkurencieschopny

*  Pouzité metédy

Reinforcement learning (u€enie s odmenou)

Manudlne studium video zaznamov




AGENT 3 —NUI

* Analyzaagentov

* Top 16 sutaziacich zo sutaze SSCAIT 2018/2019
* Celkovo 112 vzajomnych zapasov

* Doéraz kladeny na prieskum




VYSLEDKY

* Definovanych 12 r6znych modelov supera
* Histdria a Statistiky o kazdom superovi, aktualizované po kazdom zapase

* Odmena: privyhre proti konkrétnemu superovije odmenena pouzita stratégia
* 12vlastnych stratégii

* Najviacodmenené stratégie su vyberané Castejsie

modely sdpera \
v

stratégie

dataset analyza zaznamov

k4




VYSLEDKY

e SSCAIT

* Nahodny super —student/nestudent, akykolvek rating
e 101W-250L

* ELOrating 1915

* Znamka ,E”

e Offline

Proti 7 rule-based agentom s podobnym ELO
120W -30L




VYSLEDKY

e BASIL Ladder

* RieSenie momentalne vyradené, nepostacujuca Uspesnost —nehladi salen na ELO, aktivnych len top 58
*  Globdlne umiestnenie: pozicia 103z0 131

*  Max. dosiahnuty ELO: 2169

* Moinéopatovné zapojenie v pripade aktualizacie agenta

*  Technické problémy

Vyvoj ELO 2150
2100
2050
2000 g
1950
1900
1850
1800

1750

Mar & Mar 13 Mar 18 Mar 23 Mar 28 Apr 2 Apr 7 Apri2 Apri7 Apr22 Apr27 May 2



AGENT 3 —-ZHODNOTENIE

» Ziskané zaujimavé vysledky a poznatky
* Moznévytvorit konkurencieschopny agent starostlivou analyzou stcasnych agentov

* Rule-based agenty su stale zaujimavé a mo6Zu predstavovat vyzvu aj pre kvalitnejSieagenty

* Agentsa udrziava priblizne na vychodiskovom ELO ratingu
* Dobrekonkurujeinym rule-based
* ZaostavazanajlepSimi

* Potrebné omnoho viac testovat, testovalo salen 2 mesiace

*  Velmislubny pristup, dobry zaklad pre dalSiu pracu

Agent Created | Rules | ML HS 10 SIM
NuiBot 2020




